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Sazetak

U ovom radu prikazujemo pristup analizi performansi robota koji kombinuje dva
komplementarna koncepta: fuzzy grafove i Fuzzy C-Means (FCM) algoritam. Cilj rada je
pokazati kako se tacnost i ponovljivost robota mogu objediniti u jedinstvenu mjeru pouzdanosti,
te kako se ta mjera moze dalje koristiti u formiranju fuzzy indeksa slicnosti izmedu robota.

Primijenjen na skupu od 16 simuliranih robota, FCM algoritam formira Ccetiri jasno
razdvojena klastera s prosjecnom pripadnoséu od 0.97. Dobivene vrijednosti pripadnosti
koriste se kao fuzzy tezine za konstrukciju fuzzy grafa, ¢ija analiza pokazuje da se, za prag
slicnosti T = 0.95 struktura mijenja sa Cetiri na Sest klastera, a 87.5% robota ostaje povezano
u stabilnim podgrupama.

Na taj nacin omogucéeno je dublje razumijevanje odnosa izmedu robota — s jedne strane kroz
grafovsku strukturu s fuzzy tezinama, a S druge strane kroz grupisanje robota na osnovu fuzzy
pripadnosti klasterima. Ovakav hibridni pristup doprinosi boljem sagledavanju strukture
performansi i mozZe imati prakticnu primjenu u odrzavanju robota i alokaciji zadataka.

Kljucéne rijeci: fuzzy grafovi, Fuzzy C-Means algoritam, analiza performansi robota, tacnost i
ponovljivost, klasterovanje robota.
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PERFORMANCE ANALYSIS OF ROBOTS USING FUZZY GRAPHS AND
THE FUZZY C-MEANS ALGORITHM

Abstract

This paper presents an approach to robot performance analysis that combines two
complementary concepts: fuzzy graphs and the Fuzzy C-Means (FCM) algorithm. The goal of
the paper is to demonstrate how robot accuracy and repeatability can be combined into a
unified reliability measure, and how this measure can be further used to form a fuzzy similarity
index between robots.

When applied to a dataset of 16 simulated robots, the FCM algorithm forms four clearly
separated clusters with an average membership degree of 0.97. The obtained membership
values are then used as fuzzy weights for the construction of a fuzzy graph. The analysis of this
graph shows that, for a similarity threshold of T = 0.95, the structure changes from four to six
clusters, while 87.5% of the robots remain connected within stable subgroups.

This approach enables a deeper understanding of the relationships between robots—on one
hand through graph structures with fuzzy weights, and on the other hand through grouping
robots based on fuzzy cluster membership. Such a hybrid approach contributes to better insight
into the performance structure and may have practical applications in robot maintenance and
task allocation.

Keywords: fuzzy graphs, Fuzzy C-Means algorithm, robot performance analysis, accuracy and
repeatability, robot clustering.
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1. UvOD

Analiza performansi robota zahtijeva precizne metode za procjenu i poredenje njihovih
karakteristika. Dvije klju¢ne mjere koje se u tu svrhu koriste su tacnost i ponovljivost [20, 10].
Tacnost opisuje odstupanje izmjerene vrijednosti od idealne, dok ponovljivost predstavlja
stabilnost rezultata pri ponovljenim mjerenjima pod istim uslovima [20].

Ove dvije mjere moguce je objediniti u zajednicki pokazatelj pouzdanosti koji ¢emo oznaciti
kao stepen pouzdanosti robota. Koristenjem fuzzy pristupa mozemo opisati Stepen
neizvjesnosti 1 preklapanja izmedu performansi razlicitih robota, $to je posebno korisno kada
su granice izmedu ,,dobrog" i ,loSeg" robota neprecizne [27]. Na taj nacin, fuzzy pristup
omogucava definisanje lingvistickih ocjena pouzdanosti (npr. ,nizak®, ,srednji®,
,visok* stepen pouzdanosti) umjesto strogo ostrih pragova.

Fuzzy logika i dalje je aktivan predmet istrazivanja u robotici, $to pokazuju brojni recentni
radovi. Primjene ukljucuju poboljSane kontrolere za navigaciju mobilnih robota u nepoznatim
okruzenjima [2, 22], hibridne fuzzy-ekspertne sisteme za upravljanje robotskim
manipulatorima [4], te napredne strategije upravljanja za robotske sisteme s ograni¢enjima
[26]. Ovi radovi potvrduju trajnu vrijednost fuzzy pristupa za rjesavanje kompleksnih problema
u robotici.

U ovom radu koristimo dva komplementarna pristupa:

e pristup baziran na fuzzy grafovima, u kojem se odnosi izmedu robota modeliraju fuzzy
relacijama [16, 13, 12] i

e pristup baziran na Fuzzy C-Means algoritmu, kojim se roboti grupisu u klastere prema
stepenima pripadnosti [3, 6].

Podaci o perlor-
mansama robota

L

Vektor performansi - -
o [ FCM Klas-
X > .
: \ \ terovanje
(A(Ry), f(oR,).--) !
T
: L
Nzzv Craf ' Grupiranje
Fuzzy FJM[ <«—— Fuzzy skor s(R;) I , '_l
Analiza ’ 1 prostoru
l performansi
Analiza poveza-
nosti i puteva

Slika 1: Shematski prikaz komplementarnog pristupa analizi performansi robota. Fuzzy skor
s(R;) primarno se definira na temelju rezultata FCM Kklasterovanja (s(R;) = max;u;;), a
zatim se koristi za izgradnju fuzzy grafa.
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2. FUZZY C-MEANS ALGORITAM

Fuzzy C-Means (FCM) algoritam je jedan od najpoznatijih algoritama za fuzzy klasterovanje
[3]. Za razliku od klasi¢nih metoda (npr. k-means [6]), gdje svaki element pripada samo jednom
klasteru, FCM omogucava da svaki element pripada svakom klasteru s odredenim stepenom
pripadnosti izmedu 01 1.

Algoritam minimizira funkciju cilja:

uz sljedeca ogranicenja:

u;; =1 zasvakii=1,..,N, i u;€ [0,1],

j=1

gdje je:
e N —broj elemenata (npr. robota),
e ( —Dbroj klastera,

e u;; —stepen pripadnosti elementa x; klasteru j,

e m > 1 - fuzzy parametar koji odreduje stepen ,,zamucenosti" klastera [3],

e ¢ —centar Klastera j,

e |l x; — ¢; Il —udaljenost izmedu elementa i centra klastera (naj¢eSce Euklidova).

Minimizacija funkcije cilja uz navedena ograni¢enja provodi se metodom Lagrangeovih
multiplikatora, Sto dovodi do iterativnog postupka koji se sastoji od alterniraju¢eg azuriranja
centara klastera i stepena pripadnosti.

Vektor performansi robota: Svaki robot R; predstavlja se kao vektor svojih klju¢nih
performansi:

Xi = (A(Ri)'f(URi)'U(Ri)'E(Ri)' ) € Rd'

gdje su A(R;) tacnost, f(og,) standardizirana ponovljivost, v(R;) brzina, E(R;) potro$nja
energije 1 ostale relevantne karakteristike. Razlika izmedu dva vektora procjenjuje se
Euklidovom normom || x; — ¢; II.

Iterativni postupak FCM algoritma:

1. Odaberu se inicijalne vrijednosti stepena pripadnosti u;; (obi¢no nasumi¢no, uz
ogranicenje ch'zluij =1)[3].

2. Azuriraju se centri klastera formulom:
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3. Azuriraju se stepeni pripadnosti:

1
uij= 7

ZC Il x; — Cj [[\m-1
k=1

Il X; — Ck [

4. Postupak se ponavlja dok promjene u matrici U = [u;;] ne padnu ispod zadanog praga.

Parametar m > 1 kontroliSe stepen zamucenosti klastera. Kada je m blizu 1, pripadnosti
podataka klasterima postaju vrlo ostre, tj. svaki podatak pripada gotovo u potpunosti jednom
klasteru, sli¢no klasi¢nom k-means algoritmu. Kako se m povecava, pripadnosti postaju mekse
i ravnomjernije rasporedene izmedu klastera, Sto omogucéava da podaci imaju djelomicno
Clanstvo u vise klastera. U praksi se ¢esto uzima m = 2, §to daje dobar kompromis izmedu
jasnoce klastera i fuzzy pripadnosti [3].

Izbor broja klastera C moze se izvrsiti na nekoliko nacina:

e Eksperimentalno: isprobavanjem razli¢itih vrijednosti C i odabirom one koja daje
najinformativnije i stabilne klastere.

e Metode valjanosti klastera: koriste se mjere poput siluete, indeks Davies-Bouldina ili
indeks Xie-Beni za ocjenu kvaliteta klastera i optimizaciju C [3].

e Teorijsko ili prakti¢no ogranicenje: broj klastera se bira prema oc¢ekivanoj strukturi
podataka ili prakti¢noj upotrebi, npr. prema broju kategorija performansi robota koje
zelimo razlikovati.

Nakon FCM klasterovanja, za svakog robota R; mozemo izracunati stepen sigurnosti klastera
kao maksimalnu vrijednost pripadnosti:

sigurnost(R;) = maxu;.
j

Ova mjera indicira koliko je robot definitivno pridruzen svom primarnom klasteru. Vise
vrijednosti ukazuju na vecu sigurnost klasifikacije [25].

Vazno je napomenuti da pojam klastera u fuzzy grafu i u FCM algoritmu nema isto znacenje:

e U Fuzzy C-Means algoritmu, klaster oznacava grupu objekata koji dijele slicne
karakteristike i formiraju se optimizacijom funkcije cilja koriste¢i Euklidovu metriku
ili neku slicnu metriku na prostoru karakteristika [3].

e U fuzzy grafu, klasteri proizlaze iz stepena povezanosti medu ¢vorovima grafa i
definisani su fuzzy relacijama slicnosti u(R;, R;), koje se baziraju na vrijednostima
fuzzy skora s(R;) robota [13].

Drugim rije¢ima, FCM koristi vektorske karakteristike i geometrijsku metriku, dok fuzzy
graf modelira relacije sli¢nosti i puteve izmedu robota kroz fuzzy indekse. Tako se oba
pristupa mogu komplementarno koristiti: FCM za grupisanje u prostoru karakteristika, a fuzzy
graf za analizu medusobne sli¢nosti i povezanosti [18].
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3. FUZZY GRAFOVI | ANALIZA PERFORMANSI ROBOTA

U ovom poglavlju sistematski opisujemo teorijsku osnovu koja kombinuje fuzzy relacije,
funkcije sli¢nosti 1 fuzzy grafove za analizu performansi robota, ukljuc¢ujuci definiciju klju¢nih
parametara, metrika, fuzzy skora i klastera [13, 16, 18, 12, 24].

3.1 Fuzzy relacije

Fuzzy relacija predstavlja prosirenje klasicne (binarne) relacije u okviru teorije fuzzy skupova,
pri cemu se umjesto binarne pripadnosti uvodi stepen pripadnosti iz intervala [0,1]. Formalno,
fuzzy relacija R izmedu skupova X i Y definiSe se kao fuzzy skup na Kartezijevom proizvodu
X x Y, odnosno kao funkcija pripadnosti

Ui X XY - [0,1].

Fuzzy relacije omogucavaju opisivanje nepreciznih, nesigurnih i djelomi¢no poznatih odnosa,
Sto ih ¢ini vrlo korisnim alatom u podruc¢jima kao Sto su fuzzy logika, baze podataka, sistemi
za donosSenje odluka i analiza slozenih podataka [27].

3.2 Osnovni pojmovi: t-norma i t-conorma

Za definisanje osnovnih operacija nad fuzzy relacijama (poput presjeka, unije i kompozicije)
potrebno je uvesti pojmove t-norme i t-conorme. U sustini, ove funkcije odreduju kako se
kombinuju stepeni pripadnosti: t-norma formalizira logi¢ku konjunkciju (operaciju "I" odnosno
presjek skupova), a t-conorma logi¢ku disjunkciju (operaciju "ILI" odnosno uniju skupova).

Definicija 1 (t-norma). t-norma (triangularna norma) je funkcija T: [0,1] x [0,1] — [0,1] koja
zasve a, b, c € [0,1] ima sljedec¢a svojstva:

1. Komutativnost: T'(a,b) = T(b,a)

2. Asocijativnost: T(a, T(b,c)) = T(T(a, b),c)
3. Monotonost: ako a < b, tada T'(a,c) < T(b, c)
4. Granicni uslov (identitet): T(a,1) = a

Definicija 2 (t-conorma). t-conorma (triangularna konorma) je funkcija S:[0,1] x [0,1] =
[0,1] koja za sve a, b, c € [0,1] ima sljedeca svojstva:

1. Komutativnost: S(a,b) = S(b,a)

2. Asocijativnost: S(a,S(b,c)) = S(S(a,b),c)
3. Monotonost: ako a < b, tada S(a,c) < S(b,c)
4. Granicni uslov (identitet): S(a,0) = a

Definicija 3 (Dualnost). Neka je n: [0,1] — [0,1] standardna negacija, n(a) = 1 — a. Kazemo
da su t-norma T i t-conorma S dualne (povezane De Morganovim zakonima) ako zasve a, b €
[0,1] vrijedi:

S(a,b) = n(T(n(a),n(b))) odnosno S(a,b)=1-T(1—a,1—b),
i obrnuto,

T(a,b) = n(S(n(a),n(b))) odnosno T(a,b)=1-S(1—a,1-Db).
Sljedeci parovi funkcija ¢ine dualne t-norme i t-conorme u smislu Definicije 3.
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Minimum i maksimum:

Tmin(a, b) = min(a, b) (najslabija karika)
Smax(a, b) = max(a, b)(najjaca alternativa)

Algebarski proizvod i probabilitic¢ki zbir:

Toroa(a,b) =a-b (postepeno umanjenje)
Sem(a@, b) = a+ b — a - b (kumulativni efekt)

Lukasiewiczov par:

Tiw(a, b) = max(0,a + b — 1)(stroga konjunkcija)
Stuk(a, b) = min(1,a + b) (ogranicena disjunkcija)

Detaljna svojstva i primjene t-normi i t-conormi obradena suu[1, 9, 11].

3.3 Funkcija sli¢nosti kao specijalan tip fuzzy relacije

Posebno vazan tip fuzzy relacije je funkcija slicnosti, koja se koristi za kvantifikovanje stepena
sli¢nosti izmedu dva objekta. Funkcija sli¢nosti ug: X X X = [0,1] je fuzzy relacija koja obi¢no
zadovoljava sljedeca svojstva:

1.

Refleksivnost: pug(x,x) =1 za sve x € X (svaki element je potpuno slican samom
sebi)

Simetri¢nost: us(x,y) = us(y, x) zasve x,y € X (slicnost je dvosmjerna)

T-tranzitivnost: ugs(x,z) = T (us(x,y),us(y,z)) za neku t-normu T (sli¢nost se
prenosi kroz posrednike)

Funkcije sli¢nosti mogu se konstruisati koristeci razlic¢ite metrike, poput kosinusne sli¢nosti,
Jaccardovog indeksa ili euklidske udaljenosti transformisane u sli¢nost [15, 5].

3.4 Najce$¢i modeli fuzzy relacija

Na osnovu pregleda literature mogu se izdvojiti tri osnovna modela fuzzy relacija sa Sirokom
primjenom:

1.

Temeljen na t-normama za kompoziciju relacija.

Ovaj model koristi t-norme za definisanje kompozicije fuzzy relacija. Nekasu R € X X
Y 1S cY x Z fuzzy relacije. Tada je njihova kompozicija R o S data s:

HRos(x,2) = f}ggT(ﬂR (6, ¥), 1s(v, 2)),
gdje je T odabrana t-norma. Ova formula odgovara na pitanje: “Koliko je element x
povezan s elementom z kroz relacije R i S?” Odgovor je najjaa veza preko svih
mogucih posrednika y. Ovaj pristup, detaljno opisan u [1], omogu¢ava modularnu
izgradnju sloZenih fuzzy sistema i Cesto se koristi u fuzzy kontrolerima i sistemima za
donosenje odluka.
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2. Temeljen na mjerama slicnosti.

Ovaj model ima centralnu ulogu u Kklasterovanju podataka, gdje se fuzzy relacija
slicnosti definiSe direktno pomocu funkcije ug(x,y) koja kvantificira stepen sli¢nosti
izmedu elemenata. Takva relacija se moze izgraditi iz podataka koriste¢i standardne
metrike sli¢nosti poput kosinusne ili Jaccardovog indeksa [15, 5]. Pored klasterovanja,
model se primjenjuje i u izgradnji inteligentnih sistema za preporuke, gdje omogucava
pronalazenje sli¢nih stavki na osnovu fuzzy mjera sli¢nosti. U ovom radu koristimo
upravo ovaj model za definisanje relacija u fuzzy grafu robota.

3. Temeljen na fuzzy funkcionalnim zavisnostima.

FFZ opisuju obrasce: "Sto su instance sli¢nije po X, to su sli¢nije po Y". Formalno, FFZ
X ~ Y vrijedi ako za bilo koja dva objekta a i b vrijedi ux(a, b) < uy(a, b), gdje py i
Uy oznacavaju odgovarajuce funkcije sli¢nosti [21]. U analizi performansi robota, FFZ
poput {Tacnost, Ponovljivost} ~ {Potrosnja energije} postavlja oCekivanje da roboti
sliéni po tacnosti i ponovljivosti budu sli¢ni i po potrosnji energije. KrSenje ove
zavisnosti ima konkretne implikacije. Primjerice, ako se nadu dva robota s vrlo
visokom slicno$¢u po tacnosti 1 ponovljivosti (uy = 0.9), ali s potpuno razli¢itom
potro$njom energije (uy < 0.3), to ukazuje na jednu od dvije stvari: (1) postoji outlier
(robot s atipi¢énom karakteristikom) koji zahtijeva daljnju analizu, ili (2) model treba
prosiriti dodatnim metrikama (npr. tip motora, starost komponenti) koje bolje
objasnjavaju potros$nju energije. Time FFZ sluze kao alat za otkrivanje anomalija i
poboljSanje modela.

3.5 Fuzzy grafovi

Fuzzy graf proSiruje koncept klasi¢nog grafa uvodeci stepene pripadnosti za ¢vorove 1 ivice,
direktno koriste¢i fuzzy relacije.

Definicija 1 (Fuzzy graf). Fuzzy grafje cetvorka G = (V, E, o, 1), gdje je:
oV skup cvorova (npr. robota),
o E CV xV skupivica,
o 0:V - [0,1] funkcija stepena clanstva ¢vorova,

o wV XV —][01] funkcija stepena clanstva ivica, pri cemu vrijedi u(x,y) <
min(o(x),o(y)) zasvex,y € V.

Napomena: Funkcija u je fuzzy relacija na skupu V; u praksi se Cesto koristi kao funkcija
sli€nosti izmedu ¢vorova, §to fuzzy graf ¢ini prirodnim alatom za analizu odnosa sli¢nosti.

Definicija 2 (Fuzzy klaster). Za prag t € (0,1), klaster C € V definira se kao skup cvorova
koji zadovoljava:

e Zasve x,y € C postoji nesmetan put izmedu x i y takav da za svaku ivicu (u, v) na
putu vrijedi u(u,v) = t.

e Zasvaki z € C postoji barem jedan w € C takav da u(w, z) < .

207



3.6 Performanse robota
Za svakog robota R mjerimo osnovne performanse [10, 20]:

e Tacnost (Accuracy): Omjer uspjeSnih pokusaja T u ukupno N izvrSenih zadataka:
T
A(R) = N’ 0<AR) <1

e Ponovljivost (Repeatability): Varijabilnost rezultata. Ako su x4, x5, ..., x,, poloZaji na
kojima predmet zavrsi, prosjecna pozicija je

a standardna devijacija (varijacija) je

1 n
on = |-— 1Z(xi Y
=

Manja oy ukazuje na bolju ponovljivost. Standardiziramo ponovljivost na interval [0,1]
pomocu transformacije:

Fo) =15

3.7 Transformacija ponovljivosti
Da bi se ponovljivost standardizirala u [0,1], koriste se razli¢ite funkcije transformacije. Sve
funkcije daju vece vrijednosti za bolju ponovljivost [14]:

1

e Racionalna: f(og) =
R

e Eksponencijalna: f(og) = e %%, k >0

OR

e Linearna: f(og) =1—

Omax

2
_%R

e Gaussova: f(og) = e 2%
e Fuzzy membership s pragovima:
1, OR < Ojow
{—Jhigh_aR Olow < O < 0}
Op) = ’ low R high
1 (or) Ohigh — Olow &
0, O = Ohigh
3.8 Fuzzy skor funkcija i ukupni stepen pouzdanosti

Neka je s(R;) fuzzy skor funkcija koja mjeri ukupni stepen pouzdanosti robota R;. Pojam fuzzy
skora zasniva se na principima fuzzy visekriterijskog odluc¢ivanja [5, 14, 28], gdje se razliCite
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karakteristike sistema kombinuju u jednu agregiranu mjeru. U ovom radu razmatramo dva
pristupa njenom definisanju.

1. Fuzzy skor baziran direktno na performansama

Fuzzy skor se moze definisati direktno na osnovu performansi robota, uzimajuéi u obzir vise
kriterija kao Sto su tanost, ponovljivost i potro$nja energije [5, 14]. Opsti oblik moze se izraziti
kao:

S(R) = g(ARY, f(or,), ),

gdje funkcija g kombinuje razli¢ite standardizirane performanse (npr. ta¢nost A, ponovljivost
o, brzinu V, energiju E) u jedinstvenu mjeru pouzdanosti. Ovaj pristup koristi fuzzy skor kao
nezavisnu ulaznu mjeru za oba pristupa: kako za Fuzzy C-Means klasterovanje (kao
komponentu vektora performansi), tako i za izgradnju fuzzy grafa [5, 16, 13].

Primjeri mogucih funkcionalnih oblika fuzzy skora baziranog na performansama robota [14,
5]:

e Jednostavan prosjek:

s(gy = AR+ Cow)

1
1+0'Rl.

gdje je f (og,) = standardizirana mjera ponovljivosti.

e Tezinski prosjek:
S(R)=w-AR)+ (1 —w) - f(og), we€[01].
e Eksponencijalna transformacija:
s(R) = A(R)) -e ¥, k> 0.
e (Gaussova transformacija:

2
O'Ri

s(R) = A(R) - e 29,

e VisSe osobina:

M M
SR) = ) wie fiPeRD), D Wi =1,
k=1 k=1
gdje fi standardizuje k-tu osobinu na [0,1]. Time se omogucava fleksibilan i prosiriv
model fuzzy grafa i klastera [5, 18].

2. Fuzzy skor baziran na rezultatima FCM klasterovanja
Alternativno, fuzzy skor se moze definisati na osnovu rezultata FCM algoritma [3, 6]:

s(R;) = maxu,j,
J
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gdje u;; oznacava stepen pripadnosti robota R; Klasteru j. U ovom pristupu, FCM klasterovanje
prethodi formiranju fuzzy skora, a skor izrazava Stepen pouzdanosti na osnovu stabilnosti
pripadnosti odredenom klasteru.

U eksperimentalnom dijelu ovog rada koriSten je drugi pristup, gdje je fuzzy skor izveden iz
FCM matrice pripadnosti. Standardizacija u intervalu [0,1] osigurava kompatibilnost sa
definicijama fuzzy relacija i funkcija udaljenosti [5, 25, 11].

Ovakav pristup omogucava integrisano modeliranje pouzdanosti robota, gdje fuzzy skor sluzi
kao most izmedu fuzzy odlucivanja i fuzzy klasterovanja [14, 3, 5].

3.9 Teorijski okvir: alternativni pristupi fuzzy relaciji slicnosti i analizi grafova

U teoriji fuzzy grafova, fuzzy relacija sli¢nosti izmedu robota moze se definirati na razlicite
nacine. Jedan od pristupa je koriStenje fuzzy skora s(R;) koji mjeri ukupni stepen pouzdanosti
robota. Tada se fuzzy relacija sli¢nosti izmedu robota R; i R; moze definisati koriStenjem
razli¢itih t-normi:

e Minimum t-norma: u(R;, R;) = min{s(R;), s(R;)}
e Proizvod: u(R;, Rj) = s(R;) - s(R))

e Prosjek: u(Ry, R;) = s(&-);ﬂ
o Geometrijska sredina: u(R;, R;) = \/s(R;) - s(R))

e Lukasiewicz t-norma: p(R;, R;) = max(0,s(R;) + s(R;) — 1)

[15].

Nakon definisanja fuzzy relacije slicnosti, moze se konstruisati fuzzy graf. Jedan od pristupa
za analizu takvog grafa je definisanje funkcije udaljenosti izmedu ¢vorova. Neka je p =
(Riy, ---»R; ) put izmedu cvorova. Jedna od moguéih funkcija duzine puta je aditivna
transformacija [13, 28, 24]:

(p) = ) (1= u(Rey_,, R:)).
j=1

Ova transformacija je prirodan izbor jer direktno preslikava stepen slicnosti [0,1] u metricki
prostor udaljenosti [0,1], gdje manja udaljenost odgovara vecoj sli¢nosti. Ova funkcija
zadovoljava osnovne metricke uslove kada se koristi za pronalaZzenje najkraceg puta.

Postoje 1 druge funkcije za raCunanje duZine puta, na primjer:
e Eksponencijalna: [(p) = X7, o L TH R Ri)

Najkraca udaljenost izmedu robota R; i R; je:

S(R,R) = pegg;BR,.)“p )

gdje P(R;, R;) predstavlja skup svih puteva izmedu R; i R;.
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Manja vrijednost § znaci vecu sli¢nost performansi izmedu robota. Dakle, veée u i manja §
oba ukazuju na vecu sli¢nost.

Prema [13, 24], klasteri se mogu definisati pomocu funkcije udaljenosti §. Za zadani prag € >
0, klaster C je skup ¢vorova takav da je udaljenost izmedu bilo koja dva ¢vora u C najvise €
pri ¢emu ne postoji ¢vor izvan skupa C koji bi mogao biti ukljucen u Klaster bez
narus$avanja ovog uslova. Cvorovi koji ne pripadaju niti jednom klasteru nazivaju se outlieri
1 predstavljaju robote s atipicnim performansama.

Vazno je napomenuti da postoje razliciti pristupi definisanju klastera u fuzzy grafovima. U
prethodnom poglavlju uvedena je definicija fuzzy klastera zasnovana na pragu = nad samom
relacijom sli¢nosti u. Taj pristup, koji se koristi u eksperimentalnom dijelu ovog rada, direktno
koristi fuzzy relaciju sli¢nosti bez prethodne transformacije u udaljenost.

Izbor konkretne funkcije fuzzy skora, t-norme i metode za definisanje klastera ovisi o prirodi
podataka i ciljevima analize. U praksi se koriste dva glavna pristupa:

e Eksperimentalni: isprobamo vise funkcija i parametara, a zatim odaberemo one koji
daju najinformativnije klastere i relacije.

e Teorijski: odabir funkcije temeljen na znaéenju performansi i o¢ekivanom ponasanju
robota, npr. koriStenje minimum t-norme kada Zelimo da cijela linija veza bude jaka da
bi robote smatrali slicnima [14].

4. USPOREDNA PRIMJENA FUZZY C-MEANS KLASTEROVANJA | FUZZY
GRAF ANALIZE NA SKUP PODATAKA ROBOTA

U ovom primjeru koriSten je Python za generisanje i analizu podataka robota pomocu Fuzzy
C-Means (FCM) klasterovanja [3]. Podaci su simulirani za Cetiri razli¢ite skupine robota,
definisane kombinacijom tac¢nosti i ponovljivosti:

e Tacni i ponovljivi

e Tacni ali neponovljivi
e Netacni ali ponovljivi
e Netacni 1 neponovljivi

Za generiranje podataka koriStena je funkcija np.random.normal iz paketa numpy, koja
omogucava stvaranje slucajnih vrijednosti tacnosti 1 ponovljivosti prema normalnoj
distribuciji. Standardna devijacija je mala kako bi se simulirala realisti¢na varijacija unutar
svake skupine. Da bi generiranje bilo reproducibilno, koristena je naredba np.random.seed(42).

U nastavku je prikazan Python kod koji stvara podatke za Cetiri skupine robota:

import numpy as np
np.random.seed(4?2)

groupl = np.random.normal([0.85, 0.85], 0.05, size=(4, 2))
group2 = np.random.normal([0.85, 0.35], 0.05, size=(4, 2))
group3 = np.random.normal([0.35, 0.85], 0.05, size=(4, 2))
group4 = np.random.normal([0.35, 0.35], 0.05, size=(4, 2))
robots = np.vstack((groupl, group2, group3, group4))
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Nakon izvr§avanja ovog koda, dobiveni su podaci prikazani u Tabeli 1:

e s ST Fommmm e e +
| | RB | Taénost | Ponovljivost | Originalna grupa |
e et ST T e e +
| @ | 1 | ©0.8748 | 9.8431 | Taéni i ponovljivi |
|1 | 2 | o.8824 | 0.9262 | Talni i ponovljivi |
| 2 | 3 | e.8383 | 9.8383 | Taéni i ponovljivi |
|3 |4 | e.929 | 9.8884 | Tacni i ponovljivi |
| 4 | 5 | ©.8265 | 0.3771 | Taéni ali neponovljivi |
| 5 | 6 | 0.8268 | 9.3267 | Taéni ali neponovljivi |
6 | 7 | 0.8621 | 9.2543 | Taéni ali neponovljivi |
| 7 | 8 | ©0.7638 | 9.3219 | Taéni ali neponovljivi |
| 8 | 9 | ©0.2994 | 9.8657 | Netaéni ali ponovljivi |
| 9 | 16 | e.3046 | 9.7794 | Netacni ali ponovljivi |
| 10 | 11 | ©.4233 | 0.8387 | Neta¢ni ali ponovljivi |
| 12 | 12 | 0.3534 | 9.7788 | Neta¢ni ali ponovljivi |
| 12 | 13 | 0.3228 | ©.3555 | Neta¢ni i neponovljivi |
| 13 | 14 | 0.2925 | 9.3688 | Netaéni i neponovljivi |
| 14 | 15 | ©.32 | 9.3354 | Netaéni i neponovljivi |
| 15 | 16 | ©.3199 | 0.4426 | Netacni i neponovljivi |
e et R e e +

Ukupno robota: 16

Tabela 1: Simulirani podaci o performansama 16 robota: tacnost i ponovljivost za Cetiri
predefinisane grupe

FCM je implementiran koriStenjem ugradene funkcije fuzz.cluster.cmeans iz Python paketa
scikit-fuzzy. Broj klastera je postavljen na 4, a parametar zamucenosti m = 2 odrazava
standardnu razinu ,,fuzzy" pripadnosti [3]. Funkcija vra¢a matricu ¢lanstva U i centre klastera
cntr. Za svakog robota klaster s najveé¢im ¢lanstvom odreduje se naredbom np.argmax(U,
axis=0).

U nastavku je prikazan Python kod koji izvodi FCM klasterovanje nad podacima robota:

import skfuzzy as fuzz
import numpy as np

n_clusters = 4
cntr, U, , , , , = fuzz.cluster.cmeans(

)

robots.T, c=n_clusters, m=2, error=0.005, maxiter=1000
cluster_membership = np.argmax(U, axis=0)
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Svaki centar klastera ispisan je zajedno s prosjeCnom ta¢nos¢u i ponovljivoscu, a centri su
povezani s nazivom klastera prema njihovim koordinatama:
e Netacni ali ponovljivi:
o Prosjecna tacnost: 0.344
o Prosje¢na ponovljivost: 0.814
e Netacni i neponovljivi:
o Prosjecna tacnost: 0.314
o Prosjecna ponovljivost: 0.374
e Tacni i ponovljivi:
o Prosje¢na tacnost: 0.881
o Prosjecna ponovljivost: 0.874
e Tacni ali neponovljivi:
o Prosje¢na tacnost: 0.820
o Prosjecna ponovljivost: 0.321
Za daljnju analizu uvodi se fuzzy graf ¢iji ¢vorovi predstavljaju robote, dok je njihov fuzzy
skor jednak stepenu pripadnosti klasteru s najve¢im ¢lanstvom u FCM-u. Relacija izmedu
dva robota definiSe se kao

,u(Rl-,Rj) = min(si,sj),

gdje je s; ¢lanstvo robota i u dominantnom njegovom Klasteru. Nakon prilagodbe, relacija je
ograni¢ena na robote unutar istog FCM Kklastera, $to znac¢i da ivice postoje samo izmedu
robota koji pripadaju istom klasteru prema FCM.

import networkx as nx

G_consistent = nx.Graph()
for i in range(len(robots)):
G_consistent.add_node(i, pos=robots[i])

for i in range(len(robots)):
for jin range(i + 1, len(robots)):
if cluster_membership[i] == cluster_membershipl[j]:
cluster_idx = cluster_membership[i]
mu = min(U[cluster_idx, i], U[cluster_idx, j])
G_consistent.add_edge(i, j, weight=mu)

Prag 7 filtrira ivice prema minimalnoj vrijednosti slicnosti. Analiza klastera prema razli¢itim
pragovima t pokazuje koliko su strogo grupisani roboti slicnih performansi:

tau_values = [0.5, 0.6, 0.7, 0.8, 0.9, 0.95]

for tau in tau_values:
edges_tau = [(u, v) for u, v, d in G_consistent.edges(data=True)

if d['weight'] >= tau]

G_tau = nx.Graph()
G_tau.add_nodes_from(G_consistent.nodes(data=True))
G_tau.add_edges_from(edges_tau)
clusters_tau = list(nx.connected _components(G_tau))
print(f'Za © = {tau:.2f} formirano je {len(clusters_tau)} klastera™)
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Analiza daje sljedece rezultate:
e Zat = 0.50 formirano je 4 klastera
e Zat = 0.60 formirano je 4 klastera
e Zart = 0.70 formirano je 4 klastera
e Zart = 0.80 formirano je 4 klastera
e Zart = 0.90 formirano je 4 klastera
e Zart = 0.95 formirano je 6 klastera

Objasnjenje fragmentacije klastera pri visokom t: Kada prag postane vrlo visok (z = 0.95),
samo roboti s izuzetno visokom i ujednacenom sli¢noS¢u ostaju povezani. Roboti na
"rubovima" FCM Kklastera, koji imaju neSto drugacije performanse od jezgre klastera, postaju
izolirani. Ovo dovodi do fragmentacije i stvaranja viSe, manjih klastera u fuzzy grafu. Ovaj
efekt pokazuje osjetljivost fuzzy grafa na stroge kriterije slicnosti i omogucava identifikaciju
jezgrinih, visokokvalitetnih podgrupa unutar glavnih klastera [13, 24]. U praksi, nizi pragovi
(t = 0.5 — 0.8) daju robustniji, manje osjetljiv pregled glavnih grupa, dok visi pragovi (7 >
0.9) omogucavaju finiju analizu unutrasnje strukture klastera [18, 12].

U radu su ukljuceni grafovi koji vizualno prikazuju rezultate:

1. Fuzzy C-Means klasteri: prikaz robota obojenih prema klasteru kojem najvise
pripadaju i oznaceni centri klastera.

2. Fuzzy graf: prikaz svih veza izmedu robota, gdje je teZina ivice minimalna pripadnost
dva robota klasteru.

3. Kilasteri prema pragu t: prikaz kako se formiraju klasteri kada se filtriraju veze s
pripadno$¢u manjom od odabranog t.

Fuzzy C-Means klasteri

0.9 A

0.8

o X

0.7 1
® Netacni ali ponovljivi

o
§ ® Netacnii neponovljivi
= 0.6 7 @ Tacnii ponovljivi
s Tacni ali neponovljivi
0.5 X Centri
o
0.4
X
[
0.3 1 X
T T T T T T T
0.3 0.4 0.5 0.6 0.7 0.8 0.9

Tacnost
1

Slika2: Fuzzy C-Means klasteri robota. Roboti su obojeni prema klasteru kojem najvise
pripadaju, a centri klastera su oznaceni.
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Fuzzy graf unutar FCM klastera

Slika 3: Fuzzy graf s ivicama proporcionalnim minimalnom clanstvu izmedu robota.

Klasteri prema pragu T = 0.95

Slika 4: Klasteri robota prema pragu . Primjer za T = 0.95 koji pokazuje fragmentaciju
originalnih klastera na manje, homogenije grupe.

Nakon provedenog FCM klasterovanja, izracunati su kljucni statisticki pokazatelji kako bi se
kvantificirala kvaliteta klasterovanja. U Tabeli 2 prikazani su rezultati.

Prosjecna maksimalna pripadnost klasteru iznosi 0.973 £ 0.019, §to ukazuje na vrlo visoku
sigurnost pripadnosti robota njihovim dominantnim klasterima. Raspon vrijednosti od 0.926
do 0.999 potvrduje da svi roboti imaju izrazito visoku pripadnost.

Prosjec¢na pripadnost po pojedinaénom klasteru (racunata samo za robote dodijeljene tom
klasteru) krece se od 0.960 do 0.981, s malim standardnim devijacijama (0.007 do 0.022). To
pokazuje da su klasteri homogeni, odnosno da roboti unutar svakog klastera imaju vrlo sli¢ne

215



karakteristike. Klaster 3 ima najveci prosjek (0.981) i najmanju varijaciju (£0.007), $to ga Cini
najhomogenijom grupom.

Svi roboti (16/16, odnosno 100%) imaju pripadnost vecu od 0.9 svom dominantnom klasteru,
Sto dodatno potvrduje kvalitetu FCM klasterovanja.

Primjenom visokog praga slicnosti T = 0.95 na fuzzy graf, kao Sto je prethodno objasnjeno,
dolazi do fragmentacije originalnih klastera. Od 4 originalna klastera formira se 6 klastera, §to
ukazuje da unutar dva klastera postoje podgrupe robota s nesto nizom medusobnom slicnos¢u.
Unato¢ fragmentaciji, 14 od 16 robota (87.5%) ostaje grupirano s istim robotima kao i u
originalnim klasterima. To znaci da se fragmentacija dogada samo na rubovima klastera, dok
jezgrene grupe ostaju stabilne.

STATISTIKA FUZZY PRIPADNOSTI PO KLASTERIMA

1. Prosjefna pripadnost DOMINANTHOM klasteruw:
8.973 £ 8.819
Raspon: ©.926 - 8.999

2. Prosjefna pripadnost po klasteru (samo roboti u klasteru):
Klaster 1: ©.968 * 8.821 (N=4)

Klaster 2: 8.979 & 8.822 (N=4)
Klaster 3: 8.981 & 8.887 (N=4)
Klaster 4: 8.973 & 8.816 (N=4)

3. Roboti sa pripadnoicu »8.9:
16/16 (108.8%)

4, Fragmentacija pri t=8.95:
Pri t=08.95, 6 klastera (od originalnih 4)
= 14/16 robota (87.5%)
ostaje u istim grupama nakon fragmentacije

Tabela2: Statistika fuzzy pripadnosti po klasterima.
5. ZAKLJUCAK

U ovom radu prikazan je hibridni pristup analizi performansi robota pomocu Fuzzy C-Means
(FCM) klasterovanja i fuzzy grafa [3, 16]. FCM omogucava grupisanje robota u klastere prema
stepenu njihove pripadnosti, dok fuzzy graf prikazuje medusobne veze robota na osnovu
njihove sli¢nosti u performansama. Kombinovanjem ove dvije metode dobije se jasnija slika o
raspodjeli performansi i povezanosti robota, $to moze pomo¢i pri izboru robota za odredene
zadatke ili pri identifikaciji grupa sli¢nih performansi [20].

FCM pruza makro-perspektivu grupisanja robota u prostoru karakteristika, dok fuzzy graf
nudi mikro-perspektivu analizirajuci snagu i putanje povezanosti izmedu pojedina¢nih robota
[18]. Rezultati pokazuju da je moguce jasno razlikovati grupe robota s razliCitim
karakteristikama, te da pragovi u fuzzy grafu omogucavaju kontrolu strogoée grupisanja.
Fragmentacija klastera pri visokim pragovima t otkriva unutrasnju strukturu grupa i
omogucava identifikaciju jezgrenih podgrupa [13, 24]. Ova pojava fragmentacije moZze biti
posebno korisna u prakticnom kontekstu, na primjer za prioritizaciju odrzavanja ili alokaciju
zadataka robotskim podgrupama sa specificnim karakteristikama.
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U odnosu na klasi¢ne statisticke metode, poput k-means [6], FCM i fuzzy graf nude dodatnu
informaciju o stepenu pripadnosti i medusobnim odnosima, Sto doprinosi potpunijem
razumijevanju performansi robota [18]. Ovaj hibridni okvir omoguéava finiju klasifikaciju
performansi od deterministickih metoda, jer se o$tre, unaprijed odredene granice zamjenjuju
kontinuiranim stepenom pripadnosti.

lako predlozena metodologija nudi vrijedan okvir za analizu performansi robota, vazno je
istaknuti njena ogranicenja. Prije svega, interpretacija rezultata je u velikoj mjeri subjektivna
—izbor fuzzy operatora (kao $to je min za definiciju relacija) i pragova ne proizlazi neposredno
iz podataka, ve¢ predstavlja odluke istrazivaca koje mogu varirati od slucaja do slucaja.
Nadalje, koristenje simuliranih podataka, iako korisno za demonstriranje koncepta, ogranicava
direktnu primjenjivost na realne robotske sisteme, gdje performanse zavise od dinamickih
faktora okoline i slozenih interakcija.

Stoga, dobiveni rezultati trebaju se tretirati kao kvalitativna indikacija mogucih obrazaca i
polaziSte za daljnju, empirijski utemeljenu analizu, a ne kao konacna, objektivna
kategorizacija. Buducéa istrazivanja bi trebalo usmjeriti na provjeru metodologije na stvarnim
podacima prikupljenim kroz pracenje performansi robota u stvarnim uslovima rada, te na
razvoj postupaka za objektivniji odabir fuzzy parametara. Integracija ove analiticke
metodologije sa sistemima za pracenje u realnom vremenu predstavlja obec¢avajuéi pravac za
prakti¢nu primjenu u industriji i istrazivanju robotike.

CONCLUSION

This paper presents a hybrid approach to robot performance analysis using Fuzzy C-Means
(FCM) clustering and a fuzzy graph [3, 16]. FCM enables the grouping of robots into clusters
according to their degrees of membership, while the fuzzy graph represents the mutual
relationships between robots based on their similarity in performance. By combining these two
methods, a clearer picture of the distribution of performance and the interconnections among
robots is obtained, which can assist in selecting robots for specific tasks or in identifying groups
with similar performance characteristics [20].

FCM provides a macro-level perspective by clustering robots in the feature space, whereas
the fuzzy graph offers a micro-level perspective by analyzing the strength and paths of
connectivity between individual robots [18]. The results show that it is possible to clearly
distinguish groups of robots with different characteristics, and that thresholds in the fuzzy
graph allow control over the strictness of clustering. Cluster fragmentation at high threshold
values 7 reveals the internal structure of groups and enables the identification of core subgroups
[13, 24]. This fragmentation phenomenon can be particularly useful in practical contexts, for
example, for maintenance prioritization or task allocation to robotic subgroups with specific
characteristics.

Compared to classical statistical methods such as k-means [6], FCM and fuzzy graphs provide
additional information on degrees of membership and mutual relationships, contributing to a
more comprehensive understanding of robot performance [18]. This hybrid framework enables
a finer classification of performance than deterministic methods, as sharp, predefined
boundaries are replaced by continuous degrees of membership.

Although the proposed methodology offers a valuable framework for robot performance
analysis, it is important to highlight its limitations. First, the interpretation of results is largely
subjective—the choice of fuzzy operators (such as the use of the minimum to define relations)
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and threshold values does not arise directly from the data, but rather reflects researcher
decisions that may vary from case to case. Furthermore, the use of simulated data, while useful
for demonstrating the concept, limits direct applicability to real robotic systems, where
performance depends on dynamic environmental factors and complex interactions.
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